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Abstraⅽt

ͬ کنیم م معرفͬ زبانͬ نمایش برای جدید مدل ͷی ما
Bidirectional En- مخفف که ،BERT نام با
coder Representations from Transformers
(؟؟)، زبان نمایش اخیر مدل های برخلاف است.
نمایش های که است شده طراحͬ بە گونە ای BERT
با برچسب، بدون متون از را عمیقͬ دوجهتە ی
راست و چپ سمت بافت های بر هم زمان شرط بندی
مدل نتیجه، در دهد. پیش آموزش لایە ها، تمام در
افزودن با تنها ͬ تواند م BERT ازپیش آموزش دادە شدە ی
از گستردە ای طیف برای اضافͬ خروجͬ لایە ی ͷی
زبانͬ، استنتاج و پرسش به پاسخ گویی نظیر وظایف،
به نیاز بی آن که شود، تبدیل روز پیشرفتە ی مدل های به

باشد. وظیفه هر خاص معماری در عمده تغییرات
قدرتمند تجربی نظر از و ساده مفهومͬ نظر از BERT
طبیعͬ زبان پردازش وظیفە ی یازده در مدل این است.
موجود روش های بهترین سطح در جدیدی نتایج (NⅬP)
GLUE امتیاز ارتقای جمله از است، آورده دست به
افزایش درصد)، واحد ۷٫۷ مطلق (افزایش ۸۰٫۵٪ به
واحد ۴٫۶ مطلق (افزایش ۸۶٫۷٪ به MultiNLI دقت
Test معیار در SQuAD v1.1 امتیاز افزایش درصد)،
همچنین و درصد) واحد ۱٫۵ مطلق (افزایش ۹۳٫۲ به F1
۸۳٫۱ به SQuAD v2.0 Test F1 امتیاز افزایش

درصد). واحد ۵٫۱ مطلق (افزایش

Introⅾuⅽtion ۱

پردازش وظایف از بسیاری بهبود برای زبان مدل پیش آموزش
وظایف این است. شده داده نشان مؤثر (؟؟؟؟). طبیعͬ زبان
و (؟؟) طبیعͬ زبان استنتاج مانند جمله سطح وظایف شامل
جملات بین روابط پیش بینͬ آنها هدف که (؟)،است بازنویسͬ
سطح وظایف همچنین و است، آنها جامع تحلیل و تجزیه با
به پاسخ و شده نامͽذاری موجودیت های تشخیص مانند توکن
سطح در دقیق خروجͬ تولید برای مدل ها آنها در که سوال،

(؟؟). هستند نیاز مورد توکن
زبانͬ نمایش های بە کارگیری برای موجود راهͺار دو
مبتنͬ دارد: وجود پایین دستͬ وظایف در ازپیش آموزش دیده
مبتنͬ رویͺرد .(fine−tuning) دقیق  تنظیم و  ͬ ویژگ بر
خاص̞ معماری های از (؟)، EⅬⅯo مدل مانند ویژگͬ، بر
ازپیش آموزش دیده نمایش های که ͬ کند م استفاده وظیفه هر
مقابل، در ͬ گیرند. م نظر در اضافͬ ͬ های ویژگ بە عنوان را

Generative Pre-trained مدل مانند دقیق، تنظیم رویͺرد
کمͬ تعداد تنها (؟)، Transformer (OpenAI GPT)
تنظیم با و ͬ کند م معرفͬ را وظیفه به وابسته پارامتر
پایین دستͬ وظایف روی ازپیش آموزش دیده، پارامترهای تمام
از پیش آموزش مرحلە ی در رویͺرد دو هر ͬ شود. م داده آموزش
زبانͬ مدل های که جایی ͬ کنند، م استفاده یͺسانͬ هدف تابع
ͬ روند. م بە کار زبان کلͬ نمایش های یادگیری برای یͷ جهته

نمایش های توانایی فعلͬ روش های که ͬ کنیم م استدلال ما
محدود دقیق تنظیم رویͺردهای در بە ویژه را ازپیش آموزش دیده
زبانͬ مدل های که است آن اصلͬ محدودیت ͬ کنند. م
معماری هایی دامنە ی امر این و هستند یͷ جهته استاندارد
کاهش برد، بە کار پیش آموزش مرحلە ی در ͬ توان م که را
نویسندگان ،OpenAI GPT مدل در نمونه، برای ͬ دهد. م
توکن هر آن در که کردە اند استفاده چپ بە راست معماری از
خودتوجهͬ لایە های در خود پیشین توکن های به ͬ تواند م تنها
برای محدودیتͬ چنین کند. توجه (؟) Transformer
از استفاده هنگام ͬ تواند م و نیست بهینه جمله سطح در وظایف
پاسخ گویی مانند وظایفͬ در دقیق تنظیم بر مبتنͬ رویͺردهای
ضروری جهت دو هر از بافت ترکیب آن ها در که پرسش، به

باشد. داشته شدیدی منفͬ اثر است،
مبتنͬ روش های ، BERT معرفͬ با ما مقاله، این در
مخفف که BERT ͬ دهیم. م بهبود را دقیق تنظیم بر
Bidirectional Encoder Representations from
یͷ جهتە بودن ذکرشدە ی محدودیت است، Transformers
masked lan- بە نام پیش آموزش هدف از بهرە گیری با را
آزمون از که هدفͬ ͬ کند؛ م رفع guage model (MLM)
از برخͬ پوشیده، زبانͬ مدل در است. گرفته الهام (؟) Cloze
هدف، و ͬ شوند م ͷماس تصادفͬ بە صورت ورودی توکن های
بر تنها ماسͷ شده توکن̞ ̞ͬ اصل واژگانͬ شناسە ی پیش بینͬ
زبانͬ مدل های پیش آموزش برخلاف است. آن بافت اساس
راست و چپ بافت ترکیب امͺان ⅯⅬⅯ هدف چپ بە راست،
Transformer ͷی ͬ توان م نتیجه در که ͬ کند، م فراهم را
مدل بر علاوه داد. پیش آموزش را عمیق (دوجهته) دوبخشͬ
next sentence بە نام دیͽری وظیفە ی از ما پوشیده، زبانͬ
هم زمان بە صورت که ͬ کنیم م استفاده نیز prediction

ͬ دهد. م پیش آموزش را جفت جمله نمایش های

زبانͬ نمایش های برای را دوجهته پیش آموزش اهمیت ما ●
زبانͬ مدل های از که ؟ برخلاف ͬ دهیم. م نشان

۱



با BERT ͬ کند، م استفاده پیش آموزش برای یͷ جهته
Ⅼan− (Ⅿaskeⅾ پوشیده زبانͬ مدل های از بهرە گیری
و دوجهته نمایش های ایجاد امͺان Ⅿoⅾeⅼs) guage
رویͺرد این ͬ سازد. م فراهم را پیش آموزش دیده از عمیق
سطحͬ ترکیب از که است ؟ روش با تضاد در همچنین
آموزش دادە شده راست بە چپِ و چپ بە راست زبانͬ مدل دو

ͬ کند. م استفاده مستقل بە صورت

به نیاز ازپیش آموزش دیده نمایش های که ͬ دهیم م نشان ما ●
کاهش را وظیفه هر خاص̞ و پیچیده معماری های از بسیاری
تنظیم بر مبتنͬ نمایش مدل نخستین BERT ͬ دهند. م
سطح در وظایف از گستردە ای مجموعە ی در که است دقیق
روز روش های بهترین حد در عملͺرد به توکن سطح و جمله
وظیفه خاص̞ معماری های از بسیاری از و ͬ یابد م دست

ͬ گیرد. م پیشͬ

(NⅬP) طبیعͬ زبان پردازش وظیفە ی یازده در BERT ●
ارائه پیشین روش های به نسبت قابل توجهͬ پیشرفت
در ازپیش آموزش دادە شده مدل های و منبع کد ͬ دهد. م
https://github.com/google-research/

هستند. دسترس در bert

Work Reⅼateⅾ ۲

زبانͬ نمایش های پیش آموزش زمینە ی در طولانͬ تاریخچە ای
بررسͬ به خلاصه بە طور بخش، این در دارد. وجود عمومͬ
ͬ پردازیم. م حوزه این در استفاده مورد رویͺردهای رایج ترین

ویژگͬ بر مبتنͬ بدون نظارت رویͺردهای ۱ .۲
دامنە های در بتوانند که واژە ها از نمایش هایی یادگیری
حوزە های از ͬͺی دهە ها طͬ شوند، گرفته بە کار گوناگون
روش های شامل تلاش ها این است. بوده پژوهش فعال
شبͺە های بر مبتنͬ روش های همچنین و (؟؟؟) غیر عصبی
ازپیش آموزش دیده، واژە ای تعبیە های ͬ شوند. م (؟؟) عصبی
مدرن طبیعͬ زبان پردازش سامانە های جدایی ناپذیر بخش
آموزش ابتدا از که تعبیە هایی به نسبت و ͬ شوند م محسوب
برای (؟). ͬ دهند م ارائه قابل توجهͬ بهبود ͬ شوند، م داده
از زبان مدل سازی اهداف واژه، تعبیە ی بردارهای پیش آموزش
درست واژە های تمایز به که اهدافͬ نیز و (؟) راست به چپ
بە کار (؟) ͬ کنند م ͷکم راست و چپ بافت در نادرست از

رفتە اند.
یافتە اند، تعمیم نیز درشت دانە تری سطوح به رویͺردها این
(؟). بند تعبیە های یا (؟؟) جملە ای تعبیە های جمله از
اهدافͬ از پیشین پژوهش های جمله، نمایش های آموزش برای
واژە های تولید (؟؟)، کاندید بعدیِ جملە های رتبە بندی مانند
جملە ی نمایش به توجه با راست به چپ از بعدی جملە ی
حذف خودرمزگذارهای از برگرفته اهداف یا (؟)، پیشین

گرفتە اند. بهره (؟) نویز
پژوهش های (؟؟) آن پیشین نسخە های و ELMo مدل
ͬ دهند. م گسترش متفاوت بˀعدی در را واژه تعبیە ی سنتͬ
̞ͬ زبان مدل دو از را بافت به وابسته ͬ های ویژگ مدل ها این
نمایش ͬ کنند. م استخراج راست بە چپ و چپ بە راست

و چپ بە راست نمایش های بە هم پیوستن̞ از توکن هر بافتͬ
بافتͬ تعبیە های ͬ که هنگام ͬ آید. م بە دست راست بە چپ
ELMo ͬ شوند، م ادغام وظیفه خاص̞ معماری های در واژه
از NLP مهم معیار چندین در را پیشرفتە ای و بە روز عملͺرد
و (؟)، احساسات تحلیل (؟)، پرسش ها به پاسخ گویی جمله

(؟). ͬ دهد م ارائه (؟) موجودیت ها نام شناسایی
کردند پیشنهاد بافتͬ نمایش های یادگیری برای را روشͬ ؟
آن راست و چپ بافت اساس بر را واژه ͷی مدل، آن در که
مدل ،ELMo مشابه ͬ کند. م پیش بینͬ LSTM از استفاده با
نیست. دوسویه عمیق بە طور و بوده ویژگͬ بر مبتنͬ نیز آن ها
واژە های (پیش بینͬ cloze وظیفە ی که دادند نشان ؟ همچنین،
تولید مدل های پایداری افزایش موجب ͬ تواند م حذف شده)

شود. متن

بدون ناظر دقیق تنظیم رویͺردهای ۲ .۲

این در پژوهش ها نخستین ویژگͬ، بر مبتنͬ رویͺردهای مشابه
برچسب بدون متون از را واژه تعبیە ی پارامترهای تنها زمینه

(؟). ͬ دادند م پیش آموزش
نمایش های که سند یا جمله رمزگذارهای اخیر، سال های در
برچسب بدون دادە های از ͬ کنند، م تولید توکن ها از بافتͬ
نظارت شده ̞ͬ پایین دست وظایف برای سپس و یافته پیش آموزش
رویͺردها این اصلͬ مزیت (؟؟؟). شدە اند دقیق تنظیم
یاد ابتدا از باید پارامترها از اندکͬ تعداد تنها که است آن
OpenAI مدل مزیت، همین دلیل به حدی تا شوند. گرفته
از جمله سطح وظایف از بسیاری در توانست (؟) GPT
دست پیشین برتر نتایج به (؟) GLUE معیار مجموعە دادە ی
زبانͬ مدل سازی اهداف از مدل ها، این پیش آموزش برای یابد.
شده استفاده (auto-encoder) خودرمزگذار و چپ بە راست

(؟؟؟). است

نظارت شده دادە های از انتقالͬ یادگیری ۳ .۲
دانش انتقال ͬ دهند م نشان که شده انجام نیز پژوهش هایی
مانند — بزرگ مجموعە دادە های با نظارت شده وظایف از
— (؟) ماشینͬ ترجمە ی و (؟) طبیعͬ زبان استنتاج
پژوهش ها نیز رایانە ای بینایی حوزە ی در باشد. مؤثر ͬ تواند م
ازپیش آموزش دیده بزرگِ مدل های از انتقالͬ یادگیری اهمیت
تنظیم مؤثر، راهͺارهای از ͬͺی بە طوری که دادە اند، نشان را
(؟؟) ImageNet مجموعە دادە ی با که است مدل هایی دقیق

یافتە اند. پیش آموزش

BERT مدل ۳

معرفͬ را آن پیادە سازی جزئیات و BERT مدل بخش، این در
و پیش آموزش است: مرحله دو شامل ما چارچوب ͬ کنیم. م
دادە های روی بر مدل پیش آموزش، مرحلە ی در دقیق. تنظیم
مختلف پیش آموزش وظیفە ی چندین قالب در و برچسب بدون
با ابتدا BERT مدل دقیق، تنظیم مرحلە ی در ͬ بیند. م آموزش
سپس و ͬ شود م اولیه مقداردهͬ ازپیش آموزش یافته پارامترهای
وظیفە ی برچسب دارِ دادە های از استفاده با پارامترها تمامͬ
پایین دستͬ، وظیفە ی هر ͬ شوند. م دقیق تنظیم پایین دستͬ
همە ی هرچند دارد، را خود به مخصوص تنظیم شدە ی مدل

https://github.com/google-research/bert
https://github.com/google-research/bert
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پیش آموزش مرحلە ی دو هر در خروجͬ، لایە های بە جز .BERT مدل در (fine-tuning) دقیق تنظیم و پیش آموزش کلͬ فرآیند :۱ Figure
پایین دستͬ وظایف در مدل ها اولیە ی مقداردهͬ برای ازپیش آموزش دیده پارامترهای ͬ شود. م استفاده یͺسانͬ معماری های از دقیق تنظیم و
نمونه هر ابتدای در که است ویژه نشانگر ͷی [CLS] نماد ͬ شوند. م بە روزرسانͬ پارامترها تمام دقیق، تنظیم طͬ در ͬ روند. م بە کار مختلف

پاسخ ها). و پرسش ها جداسازی جهت مثال، (برای است ویژه جداساز توکن ͷی [SEP] و ͬ شود، م افزوده ورودی

اولیه مقداردهͬ یͺسان پیش آموزش یافتە ی پارامترهای با آن ها
نمونە ی عنوان به ۱ شͺل در پرسش وپاسخ مثال ͬ شوند. م

ͬ شود. م گرفته کار به بخش این در جاری
یͺپارچە ی معماری ، BERT متمایز ͬ های ویژگ از ͬͺی
معماری میان تفاوت است. مختلف وظایف میان در آن
اندک بسیار پایین دستͬ وظایف نهایی معماری و پیش آموزش

است.

رمزگذار ͷی BERT مدل معماری مدل معماری
اساس بر که است چندلایه دوسویە ی Transformer
در و شده ساخته ؟ در ͬ شده معرف اصلͬ پیادە سازی
از است. شده منتشر ۱tensor2tensor کتابخانە ی
شده رایج امروزه Transformer ها از استفاده که آن جا
از است، اصلͬ نسخە ی مشابه تقریباً ما پیادە سازی و
ͬ کنیم م خودداری مفصل پیش زمینە ای توضیحات ارائە ی
آموزشͬ منابع همچنین و ؟ اصلͬ منبع به را خوانندگان و
ارجاع ۲«The Annotated Transformer» نظیر عالͬ

ͬ دهیم. م
بلوک های (یعنͬ لایە ها تعداد پژوهش، این در
تعداد و H با را نهان اندازە ی ،L با را (Transformer
ما اصلͬ نتایج ͬ دهیم.۳ م نمایش A با را خودتوجهͬ سرهای
BASEBERT ͬ شوند: م گزارش مدل اندازە ی دو روی بر
میلیون ۱۱۰ مجموع در و A=12 ،H=768 ،L=12 (با
،H=1024 ،L=24 (با ⅬARGEBERT و پارامتر)

پارامتر). میلیون ۳۴۰ مجموع در و A=16

مدل اندازە ی همان با مقایسه، بە منظور BASEBERT مدل

https://github.com/tensorflow/۱

tensor2tensor
http://nlp.seas.harvard.edu/2018/04/03/۲

attention.html
نظر در 4H برابر را فیلتر یا پیش خور لایە ی اندازە ی موارد، تمامͬ ۳در

.H=1024 برای ۴۰۹۶ و H=768 برای ۳۰۷۲ یعنͬ ͬ گیریم؛ م

اساسͬ تفاوت حال، این با شد. انتخاب OpenAI GPT
در ͬ برد، م بهره دوسویه خودتوجهͬ از BERT که است آن
در که ͬ کند م استفاده محدود خودتوجهͬ از GPT که حالͬ
کند.۴ توجه خود چپ سمت بافت به ͬ تواند م تنها توکن هر آن

بتواند BERT اینکه برای ورودی̸خروجͬ نمایش های
نمایش دهد، انجام را پایین دستͬ وظایف از گستردە ای طیف
و منفرد جملە ی ͷی هم غیرمبهم بە طور است قادر ما ورودی
توالͬ ͷی در را (⟩ پاسخ پرسش، ⟨ (مثلا́ جمله جفت ͷی هم
ͬ تواند م «جمله» پژوهش، این سرتاسر در دهد. نمایش توکن
جملە ی ͷی لزوماً و باشد متوالͬ متن از دلخواهͬ بازە ی هر
به توکن ها ورودی توالͬ به «توالͬ» نیست. واقعͬ زبان شناختͬ
جملە ی دو یا جمله ͷی ͬ تواند م که ͬ شود، م گفته BERT

باشد. هم کنار بستە بندی شده
واژە نامه ͷی با (؟) WordPiece embeddings از ما
همیشه توالͬ هر اول توکن ͬ کنیم. م استفاده توکنͬ ۳۰٬۰۰۰
نهان وضعیت است. ([CLS]) طبقە بندی ویژە ی توکن ͷی
برای توالͬ تجمیعͬ نمایش عنوان به توکن این با متناظر نهایی
ͷی در جملات جفت ͬ رود. م کار به طبقە بندی وظایف
روش دو به را جملات ما ͬ شوند. م بستە بندی واحد توالͬ
([SEP]) ویژه توکن ͷی با را آن ها اول، ͬ کنیم. م متمایز
اضافه یادگرفتە شده نمایش ͷی توکن هر به دوم، ͬ کنیم. م جدا
است A جملە ی به متعلق توکن آیا ͬ کند م مشخص که ͬ کنیم م
نمایش شده، داده نشان ۱ شͺل در که همان طور .B جملە ی یا
را [CLS] ویژە ی توکن نهایی نهان بردار ،E با را ورودی
با را ith ورودی توکن نهایی نهان بردار و C ∈ RH با

ͬ دهیم. م نمایش Ti ∈ RH

«رمزگذار دوسویه Transformer به معمولا˟ پژوهشͬ، ادبیات ۴در

«رمزگشای چپ بافت به محدود نسخە ی به و «Transformer
به متن تولید برای دوم نسخە ی که چرا ͬ شود، م گفته «Transformer

ͬ رود. م کار

https://github.com/tensorflow/tensor2tensor
https://github.com/tensorflow/tensor2tensor
http://nlp.seas.harvard.edu/2018/04/03/attention.html
http://nlp.seas.harvard.edu/2018/04/03/attention.html


نمایش های کردن جمع با آن ورودی نمایش توکن، هر برای
ͷی ͬ شود. م ساخته متناظر موقعیت و بخش توکن،

ͬ شود. م دیده ۲ شͺل در ساختار این از تصویرسازی

BERT پیش آموزش ۱ .۳
چپ⁃به⁃ سنتͬ زبان مدل های از ما ؟، و ؟ خلاف بر
استفاده BERT پیش آموزش برای راست⁃به⁃چپ یا راست
وظیفە ی دو از استفاده با را BERT عوض، در ͬ کنیم. نم
داده شرح بخش این در که ͬ کنیم م پیش آموزش نظارت بدون
شده داده نشان ۱ شͺل چپ بخش در مرحله این شدە اند.

است.

بە طور ⅬⅯ) (Ⅿaskeⅾ ماسͷ شده زبان مدل :#۱ وظیفه
دوجهتͬ عمیق مدل ͷی کنیم باور که است منطقͬ شهودی،
چپ⁃به⁃راست مدل ͷی از قدرتمندتر توجهͬ قابل بە طور
راست⁃به⁃ و چپ⁃به⁃راست مدل های سطحͬ ترکیب یا
تنها استاندارد شرطͬ زبان مدل های متأسفانه، است. چپ
ببینند، آموزش راست⁃به⁃چپ یا چپ⁃به⁃راست ͬ توانند م
بە طور واژه هر ͬ شود م باعث دوجهتͬ ͬ سازی شرط زیرا
هدف واژه بتواند بە سادگͬ مدل و ببیند» را «خودش غیرمستقیم

کند. پیش بینͬ چندلایە ای زمینە ی ͷی در را
سادگͬ به ما دوجهتͬ، عمیق نمایش ͷی آموزش برای
ͬ کنیم م ͷماس تصادفͬ بە طور را ورودی توکن های از درصدی
ما ͬ کنیم. م پیش بینͬ را ماسͷ شده توکن های آن سپس و
ͬ گوییم، م (ⅯⅬⅯ) ماسͷ شده» زبان «مدل فرآیند این به
گفته Ⅽⅼoze وظیفە ی آن به غالباً ادبیات منابع در هرچند
با متناظر نهایی نهان بردارهای حالت، این در (؟). ͬ شود م
واژگان روی softmax خروجͬ ͷی به ماسͷ شده توکن های
تمام در استاندارد. زبان مدل ͷی مشابه ͬ شوند، م داده
هر WorⅾPieⅽe توکن های تمام از ۱۵% ما، آزمایش های
denois- خلاف بر ͬ شوند. م ͷماس تصادفͬ بە طور توالͬ
را ماسͷ شده واژە های تنها ما (؟)، ing auto-encoders

ͬ کنیم. نم بازسازی را ورودی کل و ͬ کنیم م پیش بینͬ
پیش آموزش مدل ͷی ایجاد امͺان ما به کار این اگرچه
ناسازگاری ایجاد دارد: منفͬ نکته ͷی اما ͬ دهد، م را دوجهتͬ
هنگام در [MASK] توکن زیرا ریزتنظیم، و پیش آموزش بین
همیشه ما مشͺل، این کاهش برای ͬ شود. نم ظاهر ریزتنظیم
جایͽزین [MASK] واقعͬ توکن با را «ماسͷ شده» واژە های
از ۱۵% تصادفͬ بە طور آموزشͬ دادە های تولیدکننده ͬ کنیم. نم
توکن اگر ͬ کند. م انتخاب پیش بینͬ برای را توکن موقعیت های
جایͽزین زیر موارد از ͬͺی به را توکنi⁃ام ما شد، انتخاب i⁃ام
توکن ͷی (۲) مواقع، ۸۰% در [MASK] توکن (۱) ͬ کنیم: م
۱۰% در تغییر بدون i⁃ام توکن (۳) مواقع، ۱۰% در تصادفͬ
از استفاده با اصلͬ توکن پیش بینͬ برای Ti سپس، مواقع.
این مختلف انواع ما ͬ رود. م کار به cross entropy loss

کردە ایم. مقایسه پ. ۲ ضمیمه در را روش

از بسیاری (NSP) بعدی جمله پیش بینͬ :#۲ وظیفه
و (QA) پاسخ و پرسش مانند مهم پایین دستͬ وظایف
جمله دو بین رابطه فهم اساس بر (NⅬI) طبیعͬ زبان استنتاج
ͬ شود. نم ثبت زبان مدل سازی توسط مستقیم بە طور که هستند

ما کند، درک را جملات بین روابط که مدلͬ آموزش برای
بعدی» جمله «پیش بینͬ دودویی وظیفە ی برای را پیش آموزش
متنͬ مجموعە ی هر از بە سادگͬ را آن ͬ توان م که ͬ دهیم م انجام
جملات انتخاب هنگام مشخص، طور به کرد. ایجاد تک زبانه
جمله B مواقع ۵۰% پیش آموزش، نمونە ی هر برای B و A
(IsNext بە عنوان شده (برچسب گذاری است A از بعد واقعͬ
ͬ شود م انتخاب مجموعه از تصادفͬ جملە ای مواقع ۵۰% و
در که همان طور .(NotNext بە عنوان شده (برچسب گذاری
بعدی جمله پیش بینͬ برای C بردار شده، داده نشان ۱ شͺل
در ͬ دهیم م نشان سادگͬ، وجود با ͬ رود.۵ م کار به (NSP)
NⅬI و QA برای وظیفه این برای پیش آموزش که ۱ .۵ بخش
اهداف با ͬͺنزدی ارتباط NSP وظیفه ۶ است. مفید بسیار
پیشین، کارهای در حال، این با دارد. ؟ و ؟ در نمایش یادگیری
ͬ شوند، م منتقل پایین دستͬ وظایف به جمله نمایش های تنها
اولیە ی مقداردهͬ برای را پارامترها تمام BERT که حالͬ در

ͬ دهد. م انتقال انتهایی وظیفه مدل

ادبیات از عمدتاً پیش آموزش روند پیش آموزش دادە های
برای ͬ کند. م پیروی زبان مدل پیش آموزش درباره موجود
۸۰۰) BooksCorpus از پیش آموزش دادە های مجموعه
میلیون ۲٬۵۰۰) انگلیسͬ ͬ پدیای ͺوی و (؟) واژه) میلیون
متنͬ بخش های تنها ͬ پدیا ͺوی برای ͬ کنیم. م استفاده واژه)
گرفته نادیده سرفصل ها و جداول لیست ها، و شده استخراج
جای به سند سطح داده مجموعه ͷی از استفاده ͬ شوند. م
Billion Word مانند مرتب شده جملە ی سطح داده مجموعه
متوالͬ طولانͬ ͬ های توال استخراج برای (؟) Benchmark

است. حیاتͬ

BERT Fine−tuning ۲ .۳
(seⅼf− خود⁃توجه مͺانیزم زیرا است، ساده Fine−tuning
امͺان BERT به Transforⅿer معماری در attention)
ͷی شامل پایین دستͬ—چه وظایف از بسیاری تا ͬ دهد م
و ورودی ها جایͽزینͬ با متن—را جفت چه و باشند متن
شامل که کاربردهایی برای کند. مدل مناسب ͬ های خروج
جفت ابتدا که است این رایج الͽوی ͷی هستند، متن جفت
توجه از سپس و کرده کدگذاری مستقل بە صورت را متن ها
استفاده attention) ⅽross (biⅾireⅽtionaⅼ دوطرفه متقابل
خود⁃ مͺانیزم از BERT مقابل، در ؟؟. مانند کنند،
زیرا ͬ کند؛ م استفاده مرحله دو این یͺپارچە سازی برای توجه
با (ⅽonⅽatenateⅾ) الحاق شده متن جفت ͷی کدگذاری
دو بین دوطرفه متقابل توجه شامل مؤثری بە طور خود⁃توجه،

ͬ شود. م جمله
ͬ های خروج و ورودی ها بە سادگͬ ما وظیفه، هر برای
تمام و کرده متصل BERT به را وظیفه آن به مربوط
ͬ کنیم. م fine−tune enⅾ−to−enⅾ بە صورت را پارامترها
(pre− پیش آموزش مرحلۀ از B جملۀ و A جملۀ ورودی، در
جملات جفت (۱) هستند: زیر موارد معادل training)
فرضیه– جفت (۲) (paraphrasing)، معنایی بازنویسͬ در

ͬ یابد. م دست NSP در ۹۸% −۹۷% دقت به نهایی ۵مدل

NSP با زیرا نیست، ͬ داری معن جمله نمایش ریزتنظیم، بدون C ۶بردار

است. شده داده آموزش
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هستند. موقعیت نمایش های و بخش بندی نمایش های توکن، نمایش های مجموع ورودی نمایش های BERT. ورودی نمایش :۲ Figure

(entaiⅼ− استنتاج در (hypothesis–preⅿise) پیش فرض
(question–passage) پرسش–متن جفت (۳) ⅿent)،
(۴) و answering)، (question پرسش به پاسخ دهͬ در
طبقە بندی در (ⅾegenerate) تبهͽون متن–� جفت ͷی
در tagging). (sequenⅽe دنباله برچسب گذاری یا متن
وظایف برای خروجͬ لایۀ ͷی به توکن ها نمایش های خروجͬ،
دنباله برچسب گذاری مانند (token−ⅼeveⅼ)، سطح⁃توکن
[CLS] نمایش و ͬ شوند؛ م ارسال پرسش، به پاسخ دهͬ یا
تحلیل یا استنتاج مانند طبقە بندی، برای خروجͬ لایۀ ͷی به

ͬ شود. م فرستاده anaⅼysis)، (sentiⅿent احساسات
کمͬ نسبتاً هزینۀ fine−tuning پیش آموزش، با مقایسه در
حداکثر ͬ توان م را مقاله این در ارائە شده نتایج تمام دارد.
(Ⅽⅼouⅾ TPU ابری پردازشͬ واحد ͷی با ساعت ͷی در
همان از شروع با GPU، ͷی با ساعت چند یا TPU)
جزئیات کرد.۷ (repⅼiⅽate) بازتولید پیش آموزش دیده، مدل
۴ بخش در مربوطه زیربخش های در را وظیفه هر به مربوط
آ. ۵ پیوست به ͬ توانید م بیشتر جزئیات برای ͬ کنیم. م توصیف

کنید. مراجعه

experiⅿents ۴
۱۱ روی را BERT مدل fine−tuning نتایج بخش، این در

ͬ دهیم. م ارائه طبیعͬ زبان پردازش وظیفۀ

GⅬUE ۱ .۴
مجموعە ای (؟) (GⅬUE) زبان درک عمومͬ ارزیابی معیار
دقیق تر توضیحات است. طبیعͬ زبان درک متنوع وظایف از
است. شده آورده ب. ۱ پیوست در GⅬUE مجموعە دادە های
ͷی (برای ورودی دنباله GⅬUE، روی ریزتنظیم برای
داده توضیح ۳ بخش در که همان طور را جمله) جفت یا جمله
مربوط C ∈ RH نهایی پنهان بردار از و ͬ دهیم م نمایش شد،
استفاده کلͬ نمایش عنوان به ([CLS]) ورودی توکن اولین به
معرفͬ ریزتنظیم طول در که جدیدی پارامترهای تنها ͬ کنیم. م
که هستند، W ∈ RK×H دستە بندی لایه وزن های ͬ شوند، م
Wبرای وزن Cو بردار از ما است. برچسب ها Kتعداد آن در
یعنͬ ͬ کنیم، م استفاده استاندارد دستە بندی خطای ͷی محاسبه

.log(softmax(CW T ))

در ͬ توان م را SQuAⅮ مجموعۀ برای BERT مدل مثال، عنوان ۷به

با برابر F۱ نمرۀ به تا داد آموزش TPU Ⅽⅼouⅾ ͷی با دقیقه ۳۰ حدود
یابد. دست (Ⅾev) توسعه مجموعۀ در ۹۱٫۰٪

.https://gluebenchmark.com/faq in (۱۰) See۸

کرده استفاده ۳۲ بسته اندازه از GⅬUE، وظایف همه برای
برای ͬ کنیم. م ریزتنظیم دادە ها روی اپوک ۳ مدت به را مدل و
،5e− 5 میان (از را ریزتنظیم یادگیری نرخ بهترین وظیفه، هر
انتخاب Ⅾev مجموعه روی (2e − 5 و ،3e − 5 ،4e − 5
که شدیم متوجه ⅬARGEBERT برای این، بر علاوه کردیم.
بنابراین است، ناپایدار ͷکوچ دادە های روی گاهͬ ریزتنظیم
روی را مدل بهترین و دادیم انجام تصادفͬ راە اندازی چندین
تصادفͬ، راە اندازی های در کردیم. انتخاب Ⅾev مجموعه
اما ͬ کنیم، م استفاده شده پیش آموزش بررسͬ نقطه همان از
دستە بندی لایه اولیه مقداردهͬ و ریزتنظیم دادە های جابە جایی

ͬ دهیم.۹ م انجام متفاوت
هم و BASEBERT هم است. شده ارائه ۱ جدول در نتایج
فاصله با وظایف تمام در را سیستم ها تمام ⅬARGEBERT
۰% .۷ و ۵% .۴ ترتیب به و گذاشتە اند سر پشت توجهͬ قابل
ͬ دهند. م ارائه قبلͬ وضعیت به نسبت متوسط دقت بهبود
از GPT OpenAI و BASEBERT که باشید داشته توجه
ماسͷ گذاری جز به هستند، یͺسان تقریباً مدل معماری نظر
GⅬUE، وظیفه پرگزارش ترین و بزرگ ترین برای توجه.
مطلق دقت در ۶% .۴ بهبود به BERT ⅯNⅬI، یعنͬ
،۱۰GⅬUE رسمͬ ردە بندی جدول در است. یافته دست
حالͬ در است، کرده کسب را ۵ .۸۰ امتیاز ⅬARGEBERT
۸ .۷۲ امتیاز مقاله این نگارش زمان در GPT OpenAI که

دارد. را

v۱.۱ SQuAⅮ ۲ .۴

Answering Question Stanforⅾ داده مجموعه
جفت هزار ۱۰۰ شامل v۱.۱ ) (SQuAⅮ Ⅾataset
(؟). است جمع سپاری طریق از شده جمع آوری پرسش̸پاسخ
ͬ پدیا ͺوی از متن ͷی و پرسش ͷی داشتن با وظیفه، این در
متن در پاسخ متنͬ بازه پیش بینͬ هدف است، پاسخ شامل که

ͬ باشد. م شده داده
وظیفه در است، شده داده نشان ۱ شͺل در که همان طور
ͷی بە صورت را ورودی پاراگراف و سوال پرسش، به پاسخ
از سوال که بە طوری ͬ دهیم، م نمایش شده بستە بندی توالͬ
استفاده B eⅿbeⅾⅾing از پاراگراف و A eⅿbeⅾⅾing

ͬ شود نم Test برچسب های شامل GⅬUE دادە های مجموعه ۹توزیع

از ͷی هر برای GⅬUE سرور به ارزیابی ارسال بار ͷی تنها ما و
دادیم. انجام ⅬARGEBERT و BASEBERT

https:̸̸gⅼuebenⅽhⅿark.ⅽoⅿ̸ⅼeaⅾerboarⅾ۱۰

https://gluebenchmark.com/faq


Average RTE ⅯRPⅭ STS−B ⅭoⅬA SST−۲ QNⅬI QQP ⅯNⅬI−(ⅿ̸ⅿⅿ) Systeⅿ
− ۵k .۲ ۵k .۳ ۷k .۵ ۵k .۸ ۶۷k ۱۰۸k ۳۶۳k ۳۹۲k

۰ .۷۴ ۷ .۶۱ ۰ .۸۶ ۰ .۸۱ ۰ .۳۵ ۲ .۹۳ ۳ .۸۲ ۱ .۶۶ ۱ .۶̸۸۰ .۸۰ SOTA Pre−OpenAI
۰ .۷۱ ۸ .۵۶ ۹ .۸۴ ۳ .۷۳ ۰ .۳۶ ۴ .۹۰ ۸ .۷۹ ۸ .۶۴ ۱ .۴̸۷۶ .۷۶ BiⅬSTⅯ+EⅬⅯo+Attn
۱ .۷۵ ۰ .۵۶ ۳ .۸۲ ۰ .۸۰ ۴ .۴۵ ۳ .۹۱ ۴ .۸۷ ۳ .۷۰ ۴ .۱̸۸۱ .۸۲ GPT OpenAI
۶ .۷۹ ۴ .۶۶ ۹ .۸۸ ۸ .۸۵ ۱ .۵۲ ۵ .۹۳ ۵ .۹۰ ۲ .۷۱ ۴ .۶̸۸۳ .۸۴ BASEBERT
۱ .۸۲ ۱ .۷۰ ۳ .۸۹ ۵ .۸۶ ۵ .۶۰ ۹ .۹۴ ۷ .۹۲ ۱ .۷۲ ۹ .۷̸۸۵ .۸۶ ⅬARGEBERT

The .(https://gluebenchmark.com/leaderboard) server evaⅼuation the by sⅽoreⅾ resuⅼts، Test GⅬUE :۱ Tabⅼe
ⅾifferent sⅼightⅼy is ⅽoⅼuⅿn “Average” The exaⅿpⅼes. training of nuⅿber the ⅾenotes task eaⅽh beⅼow nuⅿber
are GPT OpenAI anⅾ BERT ۸set. WNⅬI probⅼeⅿatiⅽ the exⅽⅼuⅾe we sinⅽe sⅽore، GⅬUE offiⅽiaⅼ the than
reporteⅾ are ⅽorreⅼations Spearⅿan ⅯRPⅭ، anⅾ QQP for reporteⅾ are sⅽores F۱ task. singⅼe singⅼe−ⅿoⅾeⅼ،
of one as BERT use that entries exⅽⅼuⅾe We tasks. other the for reporteⅾ are sⅽores aⅽⅽuraⅽy anⅾ STS−B، for

ⅽoⅿponents. their

S ∈ شروع بردار ͷی fine−tuning هنگام در تنها ͬ کند. م
احتمال ͬ کنیم. م معرفͬ E ∈ RH پایان بردار ͷی و RH

حاصلضرب بە صورت باشد، پاسخ بازه شروع i واژه اینکه
روی softⅿax ͷی سپس و شده محاسبه S و Ti بین داخلͬ

ͬ شود: م اعمال پاراگراف واژە های تمام

Pi =
eS·Ti∑
j e

S·Tj
.

امتیاز ͬ شود. م استفاده پاسخ بازه انتهای برای مشابه فرمول
بە صورت j موقعیت تا i موقعیت از پیشنهادی بازه ͷی

S·Ti + E·Tj

باشد j ≥ i که امتیاز بیشترین با بازە ای و است شده تعریف
مجموع آموزش، هدف ͬ شود. م انتخاب پیش بینͬ بە عنوان
ما است. صحیح پایان و شروع موقعیت های احتمال لͽاریتم
برابر batⅽh اندازه و 5e− 5 یادگیری نرخ با epoⅽh ۳ برای

ͬ دهیم. م انجام fine−tuning ،۳۲ با
نتایج همچنین و ⅼeaⅾerboarⅾ در برتر نتایج ۲ جدول
برتر نتایج (؟؟؟؟). ͬ دهد م نشان را منتشرشده سیستم های
بە روز عمومͬ سیستم های توصیف SQuAⅮ ⅼeaⅾerboarⅾ
آموزش هنگام عمومͬ داده هر از ͬ توانند م و ندارند۱۱ را
داده افزایش از خود سیستم در ما بنابراین کنند. استفاده
(؟) TriviaQA روی ابتدا ͬ کنیم؛ م استفاده متواضعانه
ادامه SQuAⅮ روی سپس و ͬ دهیم م انجام fine−tuning

ͬ دهیم. م
۵ .۱+ با ⅼeaⅾerboarⅾ برتر سیستم از ما سیستم بهترین
واحد سیستم ͷی بە عنوان F۱ ۳ .۱+ و مدل ها ترکیب در F۱
ترکیبی سیستم ما، تنها BERT مدل واقع، در ͬ گیرد. م پیشͬ
دادە های بدون ͬ گذارد. م سر پشت Sⅽore F۱ نظر از را برتر
داریم کاهش F۱ ۴ .۰ −۱ .۰ تنها TriviaQA، fine−tuning
پیشͬ توجهͬ قابل بە طور موجود سیستم های تمام از هم هنوز و

ͬ گیریم۱۲. م

بە طور انتشار از پس سیستم اما است، شده توصیف ؟ در QANet۱۱

است. یافته بهبود توجهͬ قابل
از پاراگراف هایی شامل کردیم استفاده که TriviaQA ۱۲دادە های

v۲.۰ SQuAⅮ ۳ .۴
را ۱ .۱ SQuAⅮ مسئله تعریف ۰ .۲ SQuAⅮ وظیفه
کوتاهͬ پاسخ هیچ که ͬ دهد م اجازه و ͬ دهد م گسترش
را مسئله که باشد، نداشته وجود ارائە شده پاراگراف در

ͬ کند. م واقع گرایانە تر
نسخه BERT مدل گسترش برای سادە ای رویͺرد از ما
سوال هایی ͬ کنیم. م استفاده وظیفه این برای v۱.۱ SQuAⅮ
ͬ شوند م گرفته نظر در سوال هایی بە عنوان ندارند، پاسخͬ که
است. [CLS] توکن روی آن پایان و شروع آن ها پاسخ بازه که
پاسخ بازه پایان و شروع موقعیت های برای احتمالات فضای
برای شود. [CLS] توکن موقعیت شامل تا ͬ یابد م گسترش

با را پاسخ بدون بازه امتیاز پیش بینͬ،

snull = S·C + E·C

تهͬ غیر بازه بهترین امتیاز با

ˆsi,j = maxj≥iS·Ti + E·Tj

اگر ͬ شود م پیش بینͬ تهͬ غیر پاسخ ͷی ͬ کنیم. م مقایسه

ˆsi,j > snull + τ

به F۱ تا ͬ شود م انتخاب Ⅾev مجموعه روی τ آستانه که
TriviaQA دادە های از مدل این برای ما برسد. حداکثر
نرخ با epoⅽh ۲ برای Fine−tuning نکردیم. استفاده

شد. انجام ۴۸ با برابر batⅽh اندازه و 5e− 5 یادگیری
کارهای و ⅼeaⅾerboarⅾ قبلͬ ورودی های به نسبت نتایج
با شدە اند، داده نشان ۳ جدول در (؟؟) برتر منتشرشده
از ͬͺی بە عنوان را BERT که سیستم هایی که تفاوت این
بهبود ما شدە اند. حذف کردە اند، استفاده خود مؤلفە های

ͬ کنیم. م مشاهده قبلͬ برتر سیستم به نسبت F۱ ۱ .۵+

SWAG ۴ .۴
Genera− Aⅾversariaⅼ With Situations دادە مجموعه
جمله⁃جفتͬ تکمیل مثال هزار ۱۱۳ شامل (SWAG) tions
و شدە اند تشͺیل اسناد اول توکن ۴۰۰ از که است TriviaQA−Wiki

است. موجود آن ها در ارائە شده ممͺن پاسخ های از ͬͺی حداقل

https://gluebenchmark.com/leaderboard


Test Ⅾev (Systeⅿ) سامانه
F۱ EⅯ F۱ EⅯ

(۲۰۱۸ دسامبر ۱۰) امتیازات جدول سامانە های برترین
۹۱٫۲ ۸۲٫۳ − − (Huⅿan) انسان
۹۱٫۷ ۸۶٫۰ − − nⅼnet − (Enseⅿbⅼe) تجمیعͬ #۱
۹۰٫۵ ۸۴٫۵ − − QANet − (Enseⅿbⅼe) تجمیعͬ #۲

(Pubⅼisheⅾ) منتشرشدە ها
۸۵٫۸ − ۸۵٫۶ − (تکͬ) BiⅮAF+EⅬⅯo
۸۸٫۵ ۸۲٫۳ ۸۷٫۹ ۸۱٫۲ (تجمیعͬ) Reaⅾer R.Ⅿ.

(Ours) ما روش
− − ۸۸٫۵ ۸۰٫۸ (تکͬ) BASEBERT
− − ۹۰٫۹ ۸۴٫۱ (تکͬ) ⅬARGEBERT
− − ۹۱٫۸ ۸۵٫۸ (تجمیعͬ) ⅬARGEBERT

۹۱٫۸ ۸۵٫۱ ۹۱٫۱ ۸۴٫۲ TriviaQA) + (تکͬ ⅬARGEBERT
۹۳٫۲ ۸۷٫۴ ۹۲٫۲ ۸۶٫۲ TriviaQA) + (تجمیعͬ ⅬARGEBERT

(Ⅽheⅽkpoints) بررسͬ نقاط از که است سامانه ۷ شامل BERT تجمیعͬ مدل .SQuAD 1.1 مجموعە داده نتایج :۲ Tabⅼe
ͬ کنند. م استفاده ریزتنظیم در متفاوت تنظیم بذرهای و متفاوت پیش تمرین

Test Ⅾev (Systeⅿ) سامانه
F۱ EⅯ F۱ EⅯ

(۲۰۱۸ دسامبر ۱۰) امتیازات جدول سامانە های برترین
۸۹٫۵ ۸۶٫۹ ۸۹٫۰ ۸۶٫۳ (Huⅿan) انسان
۷۸٫۰ ۷۴٫۸ − − (F−Net) ⅯIR−ⅯRⅭ − تکͬ #۱
۷۷٫۱ ۷۴٫۲ − − nⅼnet − تکͬ #۲

(Pubⅼisheⅾ) منتشرشدە ها
۷۴٫۹ ۷۱٫۴ − − (تجمیعͬ) unet
۷۴٫۴ ۷۱٫۴ − − (تکͬ) SⅬQA+

(Ours) ما روش
۸۳٫۱ ۸۰٫۰ ۸۱٫۹ ۷۸٫۷ (تکͬ) ⅬARGEBERT

کردە اند، استفاده خود اجزای از ͬͺی بە عنوان BERT از که سامانە هایی جدول، این در .SQuAD 2.0 مجموعە داده نتایج :۳ Tabⅼe
نشدە اند. لحاظ

ارزیابی را ⅽoⅿⅿon−sense بر مبتنͬ استدلال که است
محتمل ترین که است این وظیفه جمله، هر برای (؟). ͬ کند م

کنیم. انتخاب گزینه چهار میان از را ادامه
چهار SWAG، دادە مجموعه روی fine−tuning هنگام
جمله الحاق شامل کدام هر که ͬ شود م ساخته ورودی توالͬ
تنها هستند. (B (جمله ممͺن ادامه ͷی و (A (جمله دادە شده
که است بردار ͷی ͬ شود م معرفͬ که وظیفه خاص پارامتر
امتیاز ،C یعنͬ [CLS] توکن نمایش با آن داخلͬ حاصل ضرب

ͬ شود. م نرمال softⅿax لایه با و ͬ دهد م نشان را گزینه هر
اندازه و 2e − 5 یادگیری نرخ با epoⅽh ۳ برای مدل
۴ جدول در نتایج ͬ شود. م fine−tuning ۱۶ با برابر batⅽh
نویسندگان baseⅼine سیستم ⅬARGEBERT شدە اند. ارائه
با را GPT OpenAI و ۱% .۲۷+ با را ESIⅯ+EⅬⅯo

ͬ گیرد. م پیشͬ ۳% .۸

Abⅼation مطالعات ۵

جنبە های روی را abⅼation آزمایش های بخش، این در
را آن ها نسبی اهمیت تا ͬ دهیم م انجام BERT مختلف
در ͬ توان م را اضافͬ abⅼation مطالعات کنیم. درک بهتر

یافت. پ ضمیمه

Test Ⅾev Systeⅿ

۷ .۵۲ ۹ .۵۱ ESIⅯ+GⅼoVe
۲ .۵۹ ۱ .۵۹ ESIⅯ+EⅬⅯo
۰ .۷۸ − GPT OpenAI

− ۶ .۸۱ BASEBERT
۳ .۸۶ ۶ .۸۶ ⅬARGEBERT

۰ .۸۵ − †(expert) Huⅿan
۰ .۸۸ − †annotations) ۵) Huⅿan

Huⅿan† aⅽⅽuraⅽies. Test anⅾ Ⅾev SWAG :۴ Tabⅼe
re− as saⅿpⅼes، ۱۰۰ with ⅿeasureⅾ is perforⅿanⅽe

paper. SWAG the in porteⅾ

Pre−training وظایف تأثیر ۱ .۵

هدف دو ارزیابی با را BERT عمیق بودن جهتͬ دو اهمیت ما
دادە های همان از استفاده با ͬ دهیم، م نشان pre−training
همانند ابرپارامترها و fine−tuning طرح pre−training،

:BASEBERT

“ⅿaskeⅾ از استفاده با که جهتͬ دو مدل ͷی :NSP بدون
“next وظیفه بدون اما شده داده آموزش (ⅯⅬⅯ) ⅬⅯ”



Set Ⅾev
SQuAⅮ SST−۲ ⅯRPⅭ QNⅬI ⅯNⅬI−ⅿ Tasks

(F۱) (Aⅽⅽ) (Aⅽⅽ) (Aⅽⅽ) (Aⅽⅽ)

۵ .۸۸ ۷ .۹۲ ۷ .۸۶ ۴ .۸۸ ۴ .۸۴ BASEBERT
۹ .۸۷ ۶ .۹۲ ۵ .۸۶ ۹ .۸۴ ۹ .۸۳ NSP No
۸ .۷۷ ۱ .۹۲ ۵ .۷۷ ۳ .۸۴ ۱ .۸۲ NSP No & ⅬTR
۹ .۸۴ ۶ .۹۱ ۷ .۷۵ ۱ .۸۴ ۱ .۸۲ BiⅬSTⅯ +

using tasks pre−training the over Abⅼation :۵ Tabⅼe
traineⅾ is NSP” “No arⅽhiteⅽture. BASEBERT the
“ⅬTR task. preⅾiⅽtion sentenⅽe next the without
with− ⅬⅯ ⅼeft−to−right a as traineⅾ is NSP” No &
GPT. OpenAI ⅼike preⅾiⅽtion، sentenⅽe next the out
on BiⅬSTⅯ initiaⅼizeⅾ ranⅾoⅿⅼy a aⅾⅾs BiⅬSTⅯ” +“
fine− ⅾuring ⅿoⅾeⅼ NSP” No + “ⅬTR the of top

tuning.

است. (NSP) preⅾiⅽtion” sentenⅽe
که چپ زمینه با فقط مدل ͷی :NSP بدون و ⅬTR
(ⅬTR) Ⅼeft−to−Right استاندارد ⅬⅯ از استفاده با
چپ فقط محدودیت ⅯⅬⅯ. جای به شده، داده آموزش
موجب آن حذف زیرا شد، اعمال fine−tuning در همچنین
که ͬ شد م fine−tune و pre−train بین ناسازگاری ایجاد
علاوه ͬ داد. م کاهش را ⅾownstreaⅿ وظایف در عملͺرد
این شد. داده پیش آموزش NSP وظیفه بدون مدل این این، بر
استفاده با اما است، GPT OpenAI با مقایسه قابل مستقیماً
طرح و ما ورودی نمایش ما، بزرگ تر آموزشͬ داده مجموعه از

ما. fine−tuning
۵ جدول در ͬ کنیم. م بررسͬ را NSP وظیفه تأثیر ابتدا
توجهͬ قابل بە طور را عملͺرد NSP حذف که ͬ دهیم م نشان
ͬ دهد. م کاهش ۱ .۱ SQuAⅮ و ⅯNⅬI QNⅬI، در
“بدون مقایسه با را جهتͬ دو نمایش های آموزش تأثیر سپس
مدل ͬ کنیم. م ارزیابی NSP” بدون و “ⅬTR با NSP”
عملͺرد ⅯⅬⅯ مدل به نسبت وظایف تمام در ⅬTR
و ⅯRPⅭ در توجهͬ قابل کاهش های و دارد ضعیف تری

ͬ شود. م مشاهده SQuAⅮ
پیش بینͬ در ⅬTR مدل که است واضح SQuAⅮ، برای
پنهان حالات زیرا داشت، خواهد ضعیفͬ عملͺرد توکن ها
تلاش برای ندارند. راست سمت از زمینە ای هیچ توکن سطح
مقداردهͬ با BiⅬSTⅯ ͷی ⅬTR، سیستم تقویت در جدی
را نتایج کار این کردیم. اضافه آن روی بر تصادفͬ اولیه
نتایج اما ͬ بخشد، م بهبود توجهͬ قابل بە طور SQuAⅮ در
پیش آموزش جهتͬ دو مدل های از ضعیف تر بسیار همچنان
وظایف در را عملͺرد BiⅬSTⅯ از استفاده هستند. دادە شده

ͬ دهد. م کاهش GⅬUE
ⅬTR جداگانه مدل های ͬ توان م همچنین که ͬ دانیم م ما
مدل دو الحاق بە صورت را توکن هر و داد آموزش RTⅬ و
این با ͬ دهد. م انجام EⅬⅯo که کاری همانند داد، نمایش
است؛ واحد جهتͬ دو مدل ͷی هزینه برابر دو این (a) حال:
مدل زیرا است، غیرشهودی QA مانند وظایفͬ برای این (b)
این (ⅽ) کند؛ شرطͬ سؤال اساس بر را پاسخ ͬ تواند نم RTⅬ
است، قدرتمند عمیق جهتͬ دو مدل ͷی از کمتر قطعͬ بە طور
استفاده لایه هر در راست و چپ زمینه دو هر از ͬ تواند نم زیرا

کند.

مدل اندازه تأثیر ۲ .۵

فاین تیونینگ وظایف دقت بر مدل اندازه تأثیر بخش، این در
متفاوتͬ تعداد با BERT مدل چندین ما ͬ کنیم. م بررسͬ را
در دادیم، آموزش توجه سرهای و پنهان واحدهای لایە ها، از
قبلا́ که همان طور آموزش روش و ابرپارامترها سایر که حالͬ

شدند. حفظ شد، داده توضیح
۶ جدول در GⅬUE انتخابی وظایف از برخͬ در نتایج
مجموعه دقت میانگین جدول، این در است. شده داده نشان
است. شده گزارش فاین تیونینگ تصادفͬ شروع ۵ از Ⅾev
بهبود باعث قطعͬ بە طور بزرگ تر مدل های که دید ͬ توان م
برای حتͬ ͬ شوند، م داده مجموعه چهار تمامͬ در دقت
شده برچسب گذاری آموزشͬ نمونه ۳۶۰۰ تنها که ⅯRPⅭ
دارد. پیش آموزشͬ وظایف با توجهͬ قابل تفاوت و دارد
به دستیابی به قادر ما که باشد تعجب آور شاید همچنین
که هستیم مدل هایی روی بر توجهͬ قابل بهبودهای چنین
عنوان به هستند. بزرگ نسبتاً قبلا́ موجود، ادبیات به نسبت
(Ⅼ=۶، دارای ؟ در بررسͬ مورد ترنسفورمر بزرگ ترین مثال،
انکودر برای پارامتر میلیون ۱۰۰ و A=۱۶) H=۱۰۲۴،
دارای ادبیات در شده یافت ترنسفورمر بزرگ ترین و است،
است پارامتر میلیون ۲۳۵ و A=۲) H=۵۱۲، (Ⅼ=۶۴،
پارامتر میلیون ۱۱۰ دارای BASEBERT مقایسه، در (؟).

است. پارامتر میلیون ۳۴۰ دارای ⅬARGEBERT و
به منجر مدل اندازه افزایش شده مشخص که مدت هاست
ماشینͬ ترجمه مانند بزرگ مقیاس وظایف در مداوم بهبود
پریپلͺسͬ توسط که همان طور ͬ شود، م زبان مدل سازی و
شده داده نشان ۶ جدول در نگە داشتە شده آموزشͬ دادە های
است کار نخستین این که باوریم این بر ما حال، این با است.
اندازە های به مقیاس دهͬ ͬ دهد م نشان قانع کننده بە طور که
وظایف در توجه قابل بهبودهای به منجر نیز بزرگ بسیار مدل
اندازه به مدل آنکه شرط به ͬ شود، م ͷکوچ بسیار مقیاس با
تأثیر درباره مختلطͬ نتایج ؟ باشد. دیده پیش آموزش کافͬ
در لایه چهار به لایه دو از پیش آموزشͬ bi−ⅬⅯ اندازه افزایش
که کردند ذکر گذرا بە طور ؟ و دادند ارائه پایین دستͬ وظایف
افزایش اما بود، مفید ۶۰۰ به ۲۰۰ از پنهان بعد اندازه افزایش
این دوی هر نشد. منجر بیشتری بهبودهای به ۱۰۰۰ تا بیشتر
ما — کردە اند استفاده ویژگͬ بر مبتنͬ روش از پیشین کارهای
پایین دستͬ وظایف روی مستقیماً مدل که زمانͬ ͬ کنیم م فرض
اضافͬ پارامتر کمͬ بسیار تعداد از تنها و ͬ شود م فاین تیون
وظیفه خاص مدل های ͬ کند، م استفاده تصادفͬ مقداردهͬ با
بیانگرتر و بزرگ تر پیش آموزش دیده نمایش های از ͬ توانند م
بسیار پایین دستͬ وظیفه دادە های که زمانͬ حتͬ شوند بهرە مند

باشد. کم

BERT با ویژگͬ بر مبتنͬ روش ۳ .۵

روش از شدە اند، ارائه تاکنون که BERT نتایج تمام
ساده لایه ͷی که جایی کردە اند، استفاده فاین تیونینگ
پارامترها همه و شده اضافه پیش آموزش دیده مدل به دستە بندی
ͬ شوند. م فاین تیون پایین دستͬ وظیفه ͷی روی مشترک بە طور



Aⅽⅽuraⅽy) Set (Ⅾev توسعه مجموعە ی دقت (Hyperparaⅿs) ابرپارامترها

SST−۲ ⅯRPⅭ ⅯNⅬI−ⅿ (ppⅼ) ⅬⅯ #A #H #Ⅼ

۸۸٫۴ ۷۹٫۸ ۷۷٫۹ ۵٫۸۴ ۱۲ ۷۶۸ ۳
۹۰٫۷ ۸۲٫۲ ۸۰٫۶ ۵٫۲۴ ۳ ۷۶۸ ۶
۹۱٫۳ ۸۴٫۸ ۸۱٫۹ ۴٫۶۸ ۱۲ ۷۶۸ ۶
۹۲٫۹ ۸۶٫۷ ۸۴٫۴ ۳٫۹۹ ۱۲ ۷۶۸ ۱۲
۹۳٫۳ ۸۶٫۹ ۸۵٫۷ ۳٫۵۴ ۱۶ ۱۰۲۴ ۱۲
۹۳٫۷ ۸۷٫۸ ۸۶٫۶ ۳٫۲۳ ۱۶ ۱۰۲۴ ۲۴

تعداد = #A پنهان؛ بردارهای اندازە ی = #H لایە ها؛ تعداد = #Ⅼ BERT. مدل اندازە ی روی بر (Abⅼation) حذفͬ مطالعە ی :۶ Tabⅼe
Perpⅼexity) ⅬⅯ (Ⅿaskeⅾ پوشاندە شده زبانͬ مدل پیچیدگͬ نشان دهندە ی (ppⅼ)” “ⅬⅯ عبارت Heaⅾs). (Attention توجه سرهای

است. کنارگذاشتە شده آموزشͬ دادە های روی بر

ͬ های ویژگ آن در که ویژگͬ، بر مبتنͬ روش حال، این با
مزایای ͬ شوند، م استخراج پیش آموزش دیده مدل از ثابت
بە راحتͬ ͬ توانند نم وظایف همه اول، دارد. را خود خاص
بنابراین و شوند داده نمایش ترنسفورمر رمزگذار معماری با
دارند. وظیفه خاص مدل معماری ͷی کردن اضافه به نیاز
نمایش ͬ توان م زیرا دارد، وجود مهمͬ محاسباتͬ مزایای دوم،
سپس و کرد پیش محاسبه بار ͷی را آموزشͬ دادە های پرهزینه
اجرا نمایش این روی ارزان تر مدل های با متعددی آزمایش های

نمود.
روی BERT اعمال با را روش دو بخش، این در
مجموعه (NER) نام دار موجودیت های شناسایی وظیفه
ورودی در ͬ کنیم. م مقایسه (؟) ⅭoNⅬⅬ−۲۰۰۳ داده
استفاده حروف حفظ با WorⅾPieⅽe مدل از BERT،
شامل را دادە ها توسط شده ارائه سند زمینه حداکثر و ͬ کنیم م
بە صورت را وظیفه این استاندارد، رویه مطابق ͬ کنیم. م
خروجͬ در ⅭRF لایه از اما ͬ کنیم، م فرموله برچسب گذاری
ورودی بە عنوان زیر⁃توکن اولین نمایش ͬ کنیم. نم استفاده
NER برچسب های مجموعه روی توکن سطح دستە بند برای

ͬ شود. م استفاده
را ویژگͬ بر مبتنͬ روش فاین تیونینگ، اثر بررسͬ برای
فاین تیون بدون لایه چند یا ͷی از فعال سازی ها استخراج با
متنͬ تعبیە های این ͬ کنیم. م اعمال BERT از پارامتری هیچ
با بعدی ۷۶۸ لایه دو BiⅬSTⅯ ͷی به ورودی بە عنوان

ͬ شوند. م استفاده دستە بندی لایه از قبل تصادفͬ مقداردهͬ
ⅬARGEBERT شدە اند. ارائه ۷ جدول در نتایج
روش، بهترین دارد. پیشرو روش های با رقابتͬ عملͺردی
ترنسفورمر بالایی مخفͬ لایه چهار از را توکن نمایش های
از پایین تر F۱ ۳ .۰ تنها که ͬ کند، م متصل پیش آموزش دیده
BERT که ͬ دهد م نشان این است. مدل کل فاین تیونینگ
است. مؤثر ویژگͬ بر مبتنͬ و فاین تیونینگ روش دو هر برای

نتیجە گیری ۶

مدل های با انتقالͬ یادگیری از ناشͬ اخیر تجربی بهبودهای
بخشͬ نظارت، بدون و غنͬ پیش آموزش که دادە اند نشان زبانͬ
بە ویژه، است. زبان درک سیستم های از بسیاری از اساسͬ
از تا ͬ دهد م اجازه کم منابع با وظایف به حتͬ نتایج این
ما اصلͬ سهم شوند. بهرە مند یͷ جهته عمیق معماری های
است، عمیق دو جهته معماری های به یافتە ها این بیشتر تعمیم

پیش آموزش دیده مدل همان از موفقیت آمیز استفاده امͺان که
ͬ کند. م فراهم را NⅬP وظایف از گستردە ای مجموعه برای

مراجع

ترنسفورمرهای پیش آموزش “BERT: مقاله پیوست
زبان” درک برای عمیق دو جهته

کردە ایم: سازماندهͬ بخش سه به را پیوست ما

ارائه آ پیوست در BERT پیادە سازی اضافͬ جزئیات ●
است؛ شده

ب پیوست در ما آزمایش های به مربوط اضافͬ جزئیات ●
و است؛ شده ارائه

در اضافͬ (abⅼation) ͬͺتفکی تحلیل مطالعات ●
است. شده ارائه پ پیوست

ارائه BERT برای اضافͬ ͬͺتفکی تحلیل مطالعات ما
است: زیر موارد شامل که ͬ دهیم م

و آموزش؛ گام های تعداد تأثیر –
مختلف روش های برای ͬͺتفکی تحلیل –

ماسͷ گذاری.

BERT for Ⅾetaiⅼs Aⅾⅾitionaⅼ آ

Tasks Pre−training the of Iⅼⅼustration آ. ۱
tasks pre−training the of exaⅿpⅼes proviⅾe We

foⅼⅼowing. the in

Proⅽeⅾure Ⅿasking the anⅾ ⅬⅯ Ⅿaskeⅾ
is dog my is sentenⅽe unⅼabeⅼeⅾ the Assuⅿing
proⅽe− ⅿasking ranⅾoⅿ the ⅾuring anⅾ ،hairy
ⅽorre− (whiⅽh token ۴−th the ⅽhose we ⅾure
ⅽan proⅽeⅾure ⅿasking our ،(hairy to sponⅾing

by iⅼⅼustrateⅾ further be

with worⅾ the Repⅼaⅽe tiⅿe: the of ۸۰% ●
→ hairy is dog my e.g.، token، [MASK] the

[MASK] is dog my



(Test) آزمون مجموعە ی F۱ (Ⅾev) توسعه مجموعە ی F۱ (Systeⅿ) سامانه

۹۲٫۲ ۹۵٫۷ (؟) EⅬⅯo
۹۲٫۶ − (؟) ⅭVT
۹۳٫۱ − (؟) ⅭSE

approaⅽh) (Fine−tuning دقیق تنظیم رویͺرد
۹۲٫۸ ۹۶٫۶ ⅬARGEBERT
۹۲٫۴ ۹۶٫۴ BASEBERT

(BASE(BERT ویژگͬ بر مبتنͬ رویͺرد
− ۹۱٫۰ (Eⅿbeⅾⅾings) تعبیە ها
− ۹۵٫۶ Hiⅾⅾen) (Seⅽonⅾ−to−Ⅼast آخر ماقبل لایە ی
− ۹۴٫۹ Hiⅾⅾen) (Ⅼast آخر لایە ی
− ۹۵٫۹ Hiⅾⅾen) Four Ⅼast Suⅿ (Weighteⅾ آخر لایە ی چهار وزنͬ مجموع
− ۹۶٫۱ Hiⅾⅾen) Four Ⅼast (Ⅽonⅽat آخر لایە ی چهار اتصال
− ۹۵٫۵ Ⅼayers) ۱۲ Aⅼⅼ Suⅿ (Weighteⅾ لایه ۱۲ هر وزنͬ مجموع

توسعه مجموعە ی از استفاده با ابرپارامترها ⅭoNⅬⅬ−۲۰۰۳ . مجموعە ی روی (NER) نام دار موجودیت تشخیص نتایج :۷ Tabⅼe
هستند. ابرپارامترها همان با تصادفͬ اجرای ۵ میانگین Test و Ⅾev گزارش شدە ی مقادیر شدە اند. انتخاب (Ⅾev)

BERT (Ours)

Trm Trm Trm

Trm Trm Trm

...

...

Trm Trm Trm

Trm Trm Trm

...

...

OpenAI GPT

Lstm

ELMo

Lstm Lstm

Lstm Lstm Lstm

Lstm Lstm Lstm

Lstm Lstm Lstm

 T1 T2  TN...

...

...

...

...

 E1 E2  EN...

 T1 T2 TN...

 E1 E2  EN...

 T1 T2  TN...

 E1 E2  EN...

OpenAI Transforⅿer. biⅾireⅽtionaⅼ a uses BERT arⅽhiteⅽtures. ⅿoⅾeⅼ pre−training in Ⅾifferenⅽes :۳ Figure
ⅼeft−to−right traineⅾ inⅾepenⅾentⅼy of ⅽonⅽatenation the uses EⅬⅯo Transforⅿer. ⅼeft−to−right a uses GPT
repre− BERT onⅼy three، the Aⅿong tasks. ⅾownstreaⅿ for features generate to ⅬSTⅯs right−to−ⅼeft anⅾ
arⅽhiteⅽture the to aⅾⅾition In ⅼayers. aⅼⅼ in ⅽontext right anⅾ ⅼeft both on ⅽonⅾitioneⅾ jointⅼy are sentations
approaⅽh. feature−baseⅾ a is EⅬⅯo whiⅼe approaⅽhes، fine−tuning are GPT OpenAI anⅾ BERT ⅾifferenⅽes،

with worⅾ the Repⅼaⅽe tiⅿe: the of ۱۰% ●
my → hairy is dog my e.g.، worⅾ، ranⅾoⅿ a

apple is dog

un− worⅾ the Keep tiⅿe: the of ۱۰% ●
dog my → hairy is dog my e.g.، ⅽhangeⅾ،
the bias to is this of purpose The .hairy is
observeⅾ aⅽtuaⅼ the towarⅾs representation

worⅾ.

the that is proⅽeⅾure this of aⅾvantage The
whiⅽh know not ⅾoes enⅽoⅾer Transforⅿer
have whiⅽh or preⅾiⅽt to askeⅾ be wiⅼⅼ it worⅾs
forⅽeⅾ is it so worⅾs، ranⅾoⅿ by repⅼaⅽeⅾ been
representa− ⅽontextuaⅼ ⅾistributionaⅼ a keep to
beⅽause Aⅾⅾitionaⅼⅼy، token. input every of tion
aⅼⅼ of ۵% .۱ for oⅽⅽurs onⅼy repⅼaⅽeⅿent ranⅾoⅿ
to seeⅿ not ⅾoes this ،(۱۵% of ۱۰% (i.e.، tokens
ⅽapa− unⅾerstanⅾing ⅼanguage ⅿoⅾeⅼ’s the harⅿ
iⅿpaⅽt the evaⅼuate we پ. ۲، Seⅽtion In biⅼity.

proⅽeⅾure. this

train− ⅿoⅾeⅼ ⅼangauge stanⅾarⅾ to Ⅽoⅿpareⅾ
preⅾiⅽtions ⅿake onⅼy ⅬⅯ ⅿaskeⅾ the ing،
sug− whiⅽh batⅽh، eaⅽh in tokens of ۱۵% on
re− be ⅿay steps pre−training ⅿore that gests
Seⅽ− In ⅽonverge. to ⅿoⅾeⅼ the for quireⅾ
ⅽon− ⅾoes ⅯⅬⅯ that ⅾeⅿonstrate we پ. ۱ tion
ⅼeft−to−right a than sⅼower ⅿarginaⅼⅼy verge
the but token)، every preⅾiⅽts (whiⅽh ⅿoⅾeⅼ
far ⅿoⅾeⅼ ⅯⅬⅯ the of iⅿproveⅿents eⅿpiriⅽaⅼ

ⅽost. training inⅽreaseⅾ the outweigh

sen− next The Preⅾiⅽtion Sentenⅽe Next
foⅼ− the in iⅼⅼustrateⅾ be ⅽan task preⅾiⅽtion tenⅽe



exaⅿpⅼes. ⅼowing

Input = [SEP] store [MASK] to went man the [CLS]

[SEP] milk [MASK] gallon a bought he

Ⅼabeⅼ = IsNext

Input = [SEP] store the to [MASK] man the [CLS]

[SEP] birds ##less flight are [MASK] penguin

Ⅼabeⅼ = NotNext

Proⅽeⅾure Pre−training آ. ۲
we sequenⅽe، input training eaⅽh generate To
whiⅽh ⅽorpus، the froⅿ text of spans two saⅿpⅼe
are they though even “sentenⅽes” as to refer we
(but sentenⅽes singⅼe than ⅼonger ⅿuⅽh typiⅽaⅼⅼy
reⅽeives sentenⅽe first The aⅼso). shorter be ⅽan
the reⅽeives seⅽonⅾ the anⅾ eⅿbeⅾⅾing A the
aⅽtuaⅼ the is B tiⅿe the of ۵۰% eⅿbeⅾⅾing. B
tiⅿe the of ۵۰% anⅾ A foⅼⅼows that sentenⅽe next
the for ⅾone is whiⅽh sentenⅽe، ranⅾoⅿ a is it
saⅿ− are They task. preⅾiⅽtion” sentenⅽe “next
to− ۵۱۲ ≤ is ⅼength ⅽoⅿbineⅾ the that suⅽh pⅼeⅾ
Worⅾ− after appⅼieⅾ is ⅿasking ⅬⅯ The kens.
rate ⅿasking uniforⅿ a with tokenization Pieⅽe
to given ⅽonsiⅾeration speⅽiaⅼ no anⅾ ،۱۵% of

pieⅽes. worⅾ partiaⅼ
sequenⅽes ۲۵۶ of size batⅽh with train We
to− ۱۲۸،۰۰۰ = tokens ۵۱۲ * sequenⅽes ۲۵۶)
ap− is whiⅽh steps، ۱،۰۰۰،۰۰۰ for kens̸batⅽh)
worⅾ biⅼⅼion ۳ .۳ the over epoⅽhs ۴۰ proxiⅿateⅼy
۱e− of rate ⅼearning with Aⅾaⅿ use We ⅽorpus.
of ⅾeⅽay weight Ⅼ۲ ،β2 = 0.999 ،β1 = 0.9 ،۴ 
۱۰،۰۰۰ first the over warⅿup rate ⅼearning ،0.01
We rate. ⅼearning the of ⅾeⅽay ⅼinear anⅾ steps،
We ⅼayers. aⅼⅼ on ۱ .۰ of probabiⅼity ⅾropout a use
stan− the than rather (؟) aⅽtivation gelu a use
train− The GPT. OpenAI foⅼⅼowing ،relu ⅾarⅾ
ⅼike− ⅬⅯ ⅿaskeⅾ ⅿean the of suⅿ the is ⅼoss ing
preⅾiⅽtion sentenⅽe next ⅿean the anⅾ ⅼihooⅾ

ⅼikeⅼihooⅾ.
۴ on perforⅿeⅾ was BASEBERT of Training
TPU ۱۶) ⅽonfiguration Poⅾ in TPUs Ⅽⅼouⅾ
was ⅬARGEBERT of Training ۱۳totaⅼ). ⅽhips
ⅽhips TPU ۶۴) TPUs Ⅽⅼouⅾ ۱۶ on perforⅿeⅾ
ⅽoⅿ− to ⅾays ۴ took pre−training Eaⅽh totaⅼ).

pⅼete.
ex− ⅾisproportionateⅼy are sequenⅽes Ⅼonger
se− the to quaⅾratiⅽ is attention beⅽause pensive

https:̸̸ⅽⅼouⅾpⅼatforⅿ.googⅼebⅼog.ⅽoⅿ̸۲۰۱۸̸۰۶̸Ⅽⅼouⅾ−۱۳

TPU−now−offers−preeⅿptibⅼe−priⅽing−anⅾ−gⅼobaⅼ−
avaiⅼabiⅼity.htⅿⅼ

our in pretraing up speeⅾ To ⅼength. quenⅽe
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worⅾs.

۵e− of rate ⅼearning saⅿe the useⅾ GPT ●
BERT experiⅿents؛ fine−tuning aⅼⅼ for ۵ 
ⅼearning fine−tuning task−speⅽifiⅽ a ⅽhooses
ⅾeveⅼ− the on best the perforⅿs whiⅽh rate

set. opⅿent

we ⅾifferenⅽes، these of effeⅽt the isoⅼate To
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